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Kurzfassung 

In der EUREF-Energiewerkstatt by GASAG Solution 
Plus wird erprobt, wie Quartiere durch ein effizientes 
Zusammenspiel verschiedener Energiewandler und 
prognosebasierter Fahrweisen klimaschonend 
versorgt werden können. Im Rahmen des Vorhabens 

(Förderkennzeichen 1137-B5-O) (Meeder et al., 
2019a, b) wurde unter anderem ein Verfahren zur 
prognosebasierten Steuerung der Anlage entwickelt, 
welches unter Berücksichtigung von aktuellen 
Wetter- und Marktprognosen mit einem 
stochastischen Optimierungsalgorithmus einen 
möglichst idealen Fahrplan errechnet und auf die 
Steuerung überträgt. Aufbauend darauf untersuchen 
wir im Verbundvorhaben EnOB: ARCHE 
(Förderkennzeichen 03ET1567D), wie verschiede 
Prognoseverfahren zu einer noch optimaleren 
Versorgung beitragen und die Erkenntnisse auf 
weitere Demonstratoren übertragen werden können, 
was hier am Demonstrator BRExxx gezeigt wird. 

Abstract 

The EUREF Energy Workshop by GASAG Solution 
Plus is testing how districts can be climate-friendly 
supplied via an efficient interplay of different energy 
converters and forecast-based driving styles. Within 

 (grant 
number 1137-B5-O), a method for forecast-based 
control was developed, which calculates an optimal 
operation plan with a stochastic optimization 
algorithm considering weather and market forecasts, 
and transfers it to the controller. Based on this, we 
are investigating in the project EnOB: ARCHE (grant 
number 03ET1567D) how different forecasting 
methods can contribute to an even more optimal 
supply and how the findings can be transferred to 
other demonstrators, what ist shown here on the basis 
of the demonstrator BRExxx.  

Einleitung 
Die EUREF-Energiewerkstatt by GASAG Solution 
Plus (Abb. 1) versorgt den EUREF-Campus in Ber-
lin-Schöneberg bilanziell CO2-neutral mit Wärme 
und Kälte. Neben der Leuchtturmfunktion als be-
suchbarer Ort der Energiewende aus dem 
WindNODE-Projekt (Förderkennzeichen 03SIN515) 
wird erprobt, wie mit Hilfe einer prognosebasierten 
und systemdienlichen Fahrweise weitere Effizienzpo-
tentiale gehoben werden können (vgl. Beucker et 
al.2021, Meyer-Braune et al. 2020, Rath et al. 2021).   
Eine Besonderheit der Anlage ist das im Rahmen von 
WindNODE geförderte Power-to-Heat-/Power-to-
Cold Speichersystem aus zwei 22 m³ Speichern, die 
hydraulisch so konzipiert sind, dass für jeden Spei-
cher einzeln festgelegt werden kann, ob er mit Wär-
me oder mit Kälte beladen werden soll. 
 

 

Abbildung 1: Die EUREF-Energiewerkstatt by 
GASAG Solution Plus, https://www.energiewende-
erleben.de/, abgerufen am 27.3.2022 

Vorgehen & Methodik 
Bei der prognosebasierten Anlagenfahrweise handelt 
es sich um ein dreistufiges Verfahren. In einem ers-
ten Schritt wird ein digitaler Fingerabdruck aller 
Energieverbraucher aus historischen Mess- & Wet-
terdaten gebildet. Zu diesem Zweck wurde zunächst 



                                                                                                                                                   
 

ein digitaler Zwilling der Hydraulik und MSR der 
Energieanlage EUREF-Campus generiert, mit dem 
sich sämtliche Lasten und Verbräuche der Energiean-
lage am Campus zeitlich hoch aufgelöst erfassen 
lassen. Alle erfassten Temperatur- und Lastdaten 
werden dazu in einer Datenbank gespeichert und in 
eine Matrix von Lasten zu gegebenen Uhrzeiten und 
Außentemperaturen geschrieben. Es erfolgt schließ-
lich eine rekursive und kontinuierliche Aktualisie-
rung der Energiebedarfe auf Basis von historischen 
Temperaturdaten nach T. Faßnacht et al. 2014. In 
einem zweiten Schritt wird mithilfe dieses Fingerab-
drucks und aktuellen Wetterdaten eine Bedarfsprog-
nose erstellen. Die erstellte Lastprognose (Heiz- 
und/oder Kühlbedarfsprognose) der Anlage bildet im 
dritten Schritt Fahrplanberechnung die immer zu 
erfüllende Minimal- bzw. Mindestanforderung der 
lokalen Anlagensteuerung. Die Berechnung des op-
timierten Fahrplans erfolgt schließlich mit Hilfe eines 
stochastischen Optimierungsalgorithmus, (Meeder et 
al, 2019a, D. Lödige et al., 2015). Als Zielgröße für 
einen optimierten Fahrplan kann dabei z.B. die Mi-
ni 2-  Be-
triebsmittelverbrauchskosten  gewählt werden. Der 
optimierte Fahrplan wird abschließend auf die lokale 
Anlagensteuerung übertragen und von dieser ausge-
führt. 
Hier wollen wir die Erfahrungen im zweiten Schritt 
der Prognoseerstellung mit mehreren Machine Learn-
ing Methoden genauer anschauen und bewerten. 
 

Simulation und Experiment  
Für den Demonstrator EUREF-Energiewerkstatt 
schauen wir uns hier die Kältelastprognose an. 

Daten: 

Unsere Trainingsdaten haben eine stündliche Auflö-
sung und enthalten folgende Merkmale:  
 
 Wochentag 
 Unterscheidung Werktag/Wochenende  
 Lastgang (1.10.2020 bis 1.9.2021 Trainings-

daten, 1.9.2021 bis 11.10.2021 Testdaten) 
 Außentemperaturen - wir ziehen in regelmäßigen 

Abständen Wetterdaten und Prognosen für den 
entsprechenden Längen- und Breitengrad des 
Standorts in stündlicher Auflösung über 
openweathermap.org 

Modelltraining: 

Wir trainieren mit ca. einem Jahr an Daten und 
schauen uns die Prognosen an, die wir mit den 
Verfahren Gradient Boost Regression (Hastie et al., 
2009, Pedregosa, 2011, vgl. Abb. 2 unten), XGBoost 
(Chen & Guestrin, 2016, vgl. Abb. 2 oben) und Ran-
dom Forest Regression (Breiman, 2001, vgl. Abb. 2 

Mitte) erhalten. 

 
 
 

 

Abbildung 2: Gradient Boost Prognose, XGBoost 
und Random Forest Regressor Prognose für die 
Kältelast und Vergleich mit real gemessenen Daten 

 
Zusätzlich haben wir auch noch den K-nearest neigh-
bors Algorithmus (vgl. Altman, 1992) als vielver-
sprechende Alternative betrachtet, auf den wir hier 
aber nicht näher eingehen werden, da wir die Ergeb-
nisse noch genauer untersuchen wollen. 
Wie in den Diagrammen in Abbildung 2 und 3 zu 
erkennen, sind die Vorhersagen auf Basis der ge-
nannten Eingangsgrößen nicht immer optimal. Das 
kann verschiedene Gründe haben. Unter anderem 
trainieren wir mit den Kältelastdaten eines Büro-



                                                                                                                                                   
 

Campus, welche während der Corana-Epidemie ge-
sammelt wurden. 
 

 
 

 

 
Abbildung 3 - Vorhergesagte gegen gemessene Käl-
teleistungen für den Zeitraum 1.9.21 10 Uhr - 
12.10.21. 11 Uhr (vgl. auch Abb. 2,3,4) 
 
Unregelmäßigkeiten in der Nutzung der Gebäude und 
Optimierungen auf Seiten der Gebäudetechnik der 
einzelnen Bürogebäude wie zum Beispiel eine zeitli-
che Änderung der Fahrpläne für die Bauteilbeladung 
mit Kälte werden in Ermangelung der Verfügbarkeit 
der Informationen und auch aufgrund eines nicht 
stimmigen Aufwand-/Nutzen-Verhältnisses hier nicht 

mit einbezogen  eine gewisse Unschärfe wird in 
realen Projekten immer bleiben. 
 

Deterministische Durchprägung von 24-h-Vorher 
Lastwerten im Machine Learning Model 

Es ist ein gängiges Verfahren, den Lastwert von vor 
24 Stunden mit einbeziehen, um bessere Prognosen 
zu erhalten (vgl. z.B. Tritschler & Tritschler 2017, 
Dziubany et al. 2018). Das haben wir ursprünglich 
auch getan und oft gut Prognosen erhalten, da die 
Korrelation i.d.R. auch gut ist (vgl. Abb. 4) 

 
Abbildung 4  Aufgetragen sind 24h-Vorher-Lastwert 
gegen gemessene Kälteleistung 
 
Hierzu haben wir allerdings während der Erstellung 
des Manuskripts eine interessante Beobachtung ge-
macht: Wenn man die Machine-Learning Verfahren 
in einer kontinuierlichen Schleife im Anlagenbetrieb 
einsetzt, kann es passieren, dass fehlerhafte Mess-
werte der Anlage in die Prognose eingehen. Bei der 
Prognose der Wärmelast des EUREF-Campus haben 
wir beobachtet, dass der Energiezähler für einige 
Stunden stillstand und dann seine gesamte erzeugte 
Energiemenge auf einmal lieferte (vgl. Abb. 7). Der 
Ausschlag war noch nicht hoch genug, so dass Plau-
sibilisierungschecks über die maximale Heizlast der 
Anlage (>4,6 MW) zugeschlagen hätte. 

 
Abbildung 5 - Beispielhafter Vergleich der Prognose 
mit Hilfe des Random Forest Algorithmus mit den 
real gemessenen Lastwerten Anfang April 2022. Das 
Zeitreihenmotiv des für einige Stunden stehengeblie-
benen Zählers prägt sich ungewollt sehr stark auf 
den Folgetag durch. Grund ist der Einbezug des 24h-
Vorher-Lastwertes in das Training 



                                                                                                                                                   
 

 
In Abbildung 5 ist deutlich zu sehen, dass das 
Black-Box -Verfahren den 24 h-Vorher-Lastwert 

sehr hoch gewichtet. Und es ist fast ein glücklicher 
Zufall, dass man das dem Diagramm so deutlich 
ansehen kann und ein Verständnis für das trainierte 
Modell schafft. Da das in so einem Fall aber ein 
unerwünschter Effekt ist, haben wir uns entschieden, 
die 24 h Vorher-Lastwert aus dem Machine Learning 
Training rauszulassen und immer nur dann gewichtet 
nachträglich mit der Machine Learning Prognose zu 
kombinieren, wenn er einen Zugewinn an Prognose-
qualität erwarten lässt  also insbesondere nicht bei 
Zählersprüngen. 
 

 
Abbildung 6  Gewichtete Kombination aus 0,31 
GradientBoosting, 0,60 XGBoost, 0,05 Random Fo-
rest und 0,04 24h-Vorher-Lastwert  das Be-
stimmtheitsmaß steigt (leicht) an. 
 
In Abbildung 6 sieht man das etwas bessere Be-
stimmtheitsmaß, wenn man eine optimierte Kombi-
nation der Machine-Learning Modelle und des 24 h-
Vorher Lastwertes für die Kältelastprognose der 
EUREF-Energiewerkstatt ansetzt. 

Übertragung auf weitere Demonstratoren 

Im Rahmen des Projektes wurden die an der EUREF-
Energiewerkstatt (EURxxx) für Kälteanlagen erst-
mals erprobten Algorithmen auch auf die Wär-
melastprognose des Trinkwarmwasserbedarfs des 
Demonstrators Brehmestraße (BRExxx) aus dem 
ARCHE-Projekt übertragen (vgl. Abb. 7). Der in der 
Einleitung oben beschriebene Prozessfluss ist gene-
risch und exakt der gleiche wie beim Demonstrator 
EURxxx. Der Unterschied besteht neben den ver-
schiedenen Parametern (u.a. v.a. thermische und 
elektrische Nennleistungen, Speicherkapazitäten und 
Mindestlauf- und -stillstandszeiten) darin, dass bei 
dem BHKW des Demonstrators BRExxx der ökono-
misch sinnvollste Plan derjenige ist, bei dem zu den 
teuersten Zeiten eingespeist wird, während beim 
Demonstrator EURxxx der ökonomisch sinnvollste 
Plan bei der Kältebereitstellung derjenige ist, bei dem 
zu den günstigsten Zeiten Strom für die Kältema-
schinen gezogen wird (vgl. auch Abb. 8 und Abb. 9).  

 

 
Abbildung 7  Die Trinkwarmwasserlast des De-
monstrators BRExxx wird indirekt durch Summen- 
und Differenzbildung verschiedener Wärmezähler 
errechnet. Aufgrund der groben zeitlichen Auflösung 
kann es während der Differenzbildung punktuell zu 
scheinbar negativen Wärmeströmen kommen. Daher 
schaut man sich ein laufendes Mittel über sechs 
Stunden an, um plausible Vergleiche anstellen zu 
können. 

Potentialbewertung Fahrplanberechnung für den 
Demonstrator BRExxx 

Das BHKW des Demonstrators BRExxx ist so ausge-
legt, dass es den Trinkwarmwasserbedarf deckt. 
Immer dann, wenn das BHKW Energie wandelt, den 
Speicher mit Wärme lädt, und Strom einspeist, kann 
Energie am Day-Ahead-Markt angeboten und ver-
kauft werden. Die entsprechenden Zeiten sind in 
Abbildung 8 mit hellblauen Balken markiert. Steht 
das BHKW hingegen, ist die Speicherladekurve bei 
Vernachlässigung von Speicherverlusten waagerecht 
und der Speicher wird entladen, die Fläche unter der 
Preiskurve ist Dunkelblau, es findet keine Interaktion 
mit dem Strommarkt statt (vgl. Abbildung 8). Das 
Verfahren wurde im Projekt BENE entwickelt (vgl. 
Meeder et al. 2019a & b). 
 

 
Abbildung 8  Günstigster Fahrplan für das BHKW 
des Demonstrators BRExxx für den 29.5.2022 mit 
Tagesgesamtwer . Auf der rechten y-Achse 
ist der Summarische Wärmebedarf für das Trink-
warmwasser an dem Tag aufgetragen, bei der man 
mit der orangen Kurve für jeden Zeitpunkt den bis 
dahin an dem Tag angefallenen Trinkwarmwasser-
bedarf ablesen kann. Die hellblaue Kurve zeigt den 
Bedarf mit zusätzlich hinzuaddierter Speicherkapazi-

. 
 



                                                                                                                                                   
 

tät an, und gibt damit die obere Grenze für den mög-
lichen Fahrplan an, der hier als Speicherladekurve 
immer größer als der Bedarf sein muss und kleiner 
als die obere Grenze. Die entsprechende DayAhead-
Preiskurve ist in dunkelblau auf der linken y-Achse 
aufgetragen. 
 

 
Abbildung 9  Ungünstigster Fahrplan für das 
BHKW des Demonstrators BRExxx für den 29.5.2022 

. Beschreibung zu den 
dargestellten Graphen und graphische Elemente 
siehe Abb. 8.   
 

Ergebnisanalyse und Diskussion  
Die Kombination von verschiedenen Techniken des 
maschinellen Lernens bietet eine Möglichkeit, die 
Prognosegüte von Wärme- und Kältelastprognosen 
zu erhöhen. Läuft das Machine-Learning-System 
allerdings vollautomatisch und autark, ist darauf zu 
achten, dass die eingehenden Messwerte immer mög-
lichst von Messfehlern befreit sind. Der 24h-Vorher-
Lastwert, der in einigen Publikationen angewendet 
wird, kann dabei ein Risiko sein, da man Zählerwerte 
und damit Lastdaten bei realen Anlagen manchmal 
nicht komplett kontinuierlich erhält und schlussend-
lich Zählersprünge verarbeiten müsste (vgl. Abb. 5). 
Das Prognoseverfahren wurde vom Demonstrator 

EURxxx im Folgenden auf den Demonstrator 
BRExxx übertragen und das ökonomische Potenzial 
wurde bewertet. Mit dem größten Integral für 24 

100,7  (vgl. Abb. 10) haben wir bei dieser Anlage 
zwar nur ein kleines Optimierungspotential für den 

Mittelwert. Macht man sich jedoch deutlich, dass das 
dort betriebene 33 kWel-BHKW zur Trinkwasserer-
wärmung theoretisch 365 Tage im Jahr durchläuft, 
ergibt sich ein theoretisches Optimierungspotential 
von ca. 1748 
dieser kleinen elektrischen Nennleistung eine kurze 
Amortisationszeit erreichen und der verhältnismäßig 
geringe Umrüstungs- und Betriebsaufwand rechtfer-
tigen.  

Variantenbetrachtung: 

1. Thema Übertragbarkeit und Skalierung: Ska-
liert man BHKW-Leistung und Speichervolumen bei 
einem größeren Objekt beispielsweise um den Faktor 
10 hoch, ergibt sich auch das zehnfache Optimie-
rungspotential von mehr als 17  Das Verfahren ist 
generisch auf weitere Anlagen übertragbar. 
 

 
2. Thema Best-Practice - Auslegung Speicherka-
pazität in der Planungsphase: Verdoppelt man die 

die durch eine Optimierung herausgeholt werden 
. Nicht ganz eine 

Verdopplung, aber wenn der Platz da ist, eine sehr 
sinnvolle Maßnahme. Auch der Mehraufwand für 
einen größeren Speicher würde sich schnell amorti-
sieren, wenn man die Kosten für die entfallenden 
Mietmehreinnahmen für z.B. einige Quadratmeter 
eines dann zugebauten Kellerabteils einmal außen 
vorlässt. Die Bedeutung der Simulation, 
Dimensionierung und Einplanung von Flexibilitäts-

Abbildung 10  Verteilung der Zufallsvariable des am Day-Ahead-Markt realisierbaren täglichen Preises durch 
jeweils einen 24h-Fahrplan  und 
Standard  und erlaubt eine Güteabschätzung der Fahrpläne. Die errechneten günstigsten bzw. 
ungünstigsten beiden Fahrpläne liegen nah am 3-Sigma Bereich der 0,13% besten bzw. schlechtesten Fahrpläne. 
 



                                                                                                                                                   
 

optionen schon während der frühen Planungsphasen 
wird in den kommenden Jahren unter ökologischen 
und ökonomischen Gesichtspunkten nochmal 
zunehmen wird.  

Zusammenfassung und Ausblick 
Dezentrale, multivalente Anlagen wie die hier be-
trachteten mit einem hohen Anteil regenerativer 
Energien werden das Energiesystem der Zukunft 
prägen. Auf dem Weg zu 100 % erneuerbaren Ener-
gien muss das Energiesystem flexibel reagieren kön-
nen, und prognosebasierte Anlagen wie die hier be-
schriebenen tragen dazu bei. Um bestmögliche Fahr-
pläne für Anlagen zu erhalten, muss auch weiter an 
der Optimierung der Prognosen gearbeitet werden. 
Zusätzlich lässt sich das im Rahmen dieser Arbeit 
aufgesetzte Prognose-Framework aller Voraussicht 
nach auch auf Anomalien-Detektion hin erweitern, 
um schon vor einer potenziellen Havarie eingreifen 
zu können und damit die Resilienz des Energiesys-
tems zu stärken.  
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